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Abstrak

Dalam dunia ritel konvensional, prediksi penjualan sering kali bergantung pada naluri dan intuisi,
namun dengan meningkatnya kompleksitas data, pendekatan ini menjadi kurang relevan. Karena itu,
machine learning menjadi kunci dalam mengatasi tantangan yang dihadapi oleh peritel saat ini. Penelitian
ini fokus pada meningkatkan akurasi prediksi penjualan perusahaan ritel XYZ dengan mengembangkan
dan mengoptimalkan model XGBoost menggunakan teknik Random Search. Awalnya, model XGBoost
memiliki koefisien determinasi (R"2) sebesar 96,50%, menunjukkan kemampuannya dalam menjelaskan
variasi dalam data penjualan. Namun, setelah dilakukan optimasi menggunakan teknik Random Search,
terjadi peningkatan signifikan pada R*2 menjadi 97,21%, mencerminkan peningkatan akurasi model.
Selisih antara keduanya adalah sebesar 0,71%, yang menunjukkan peningkatan yang substansial setelah
proses optimasi. Dengan prediksi yang lebih tepat, perusahaan dapat mengoptimalkan manajemen
persediaan, meningkatkan keakuratan perencanaan produksi, dan mengalokasikan sumber daya secara
optimal. Temuan penelitian menegaskan efektivitas teknik optimasi ini dalam menghasilkan prediksi
penjualan yang lebih akurat untuk ritel XYZ.

Kata kunci: Xgboost, retail, Random Search, grid search, bayesian optimization.

1. Pendahuluan

Di masa lampau, manusia bergantung pada naluri dan intuisi untuk mengelola bisnis mereka.
Dengan perkembangan teknologi dewasa ini, kecerdasan buatan kini memainkan peran vital dalam berbagai
sektor, termasuk di industri ritel. Penjualan dalam perusahaan ritel menjadi krusial, bahkan menentukan
kesuksesan atau kegagalan perusahaan tersebut [1]. Namun, kebanyakan peritel, termasuk perusahaan retail
XYZ, sering menghadapi kesulitan dalam membuat prediksi penjualan yang tepat. Beruntungnya,
kemunculan machine learning telah membuka pintu bagi solusi baru dalam hal ini. [2].

Machine learning bertujuan untuk menciptakan model yang universal berdasarkan data yang
spesifik. Dengan pengembangan algoritma baru dan ketersediaan data yang melimpah, diharapkan machine
learning dapat meningkatkan prediksi penjualan secara lebih efektif dibandingkan dengan metode
tradisional, serta mengatasi korelasi yang kompleks dalam industri ritel. [3].

XGBoost, sebuah model machine learning yang handal, telah digunakan secara luas untuk
keperluan prediksi dalam berbagai sektor, termasuk namun tidak terbatas pada properti, geografi, dan
bidang medis.[4][5][6][7][8]. Contoh-contoh sektor tersebut menunjukkan bahwa model XGBoost memiliki
fleksibilitas untuk menyesuaikan diri dengan beragam situasi dan kondisi, termasuk di sektor ritel. [9].
Sektor retail ditandai dengan tingginya jumlah pekerjaan manusia dan margin keuntungan yang kecil, sesuai
untuk menerapkan teknologi kecerdasan buatan dan machine learning [10]. Pelaku industri ini semakin
memahami pentingnya pemanfaatan model machine learning dalam meramalkan penjualan produk mereka
[11].

Penelitian yang dipimpin oleh Li dan rekannya [12], Mencoba meramalkan penjualan di masa
depan, peneliti menggunakan model XGBoost dan menganalisis data penjualan dari tahun 2013 hingga
2017 di beberapa toko di Favorita, Ekuador. Hasilnya menunjukkan prediksi yang sangat akurat.

Selanjutnya Pavlyshenko dkk [13] Menerapkan algoritma XGBoost dalam pengembangan model
mereka untuk memprediksi seri waktu penjualan. Hasil penelitian menunjukkan bahwa penggunaan model
tersebut menghasilkan hasil yang lebih baik daripada menggunakan metode time series, terutama saat pola
penjualan tidak mengikuti tren historis yang jelas. Akande dan timnya melakukan penelitian yang serupa.
[14]. Mereka memanfaatkan XGBoost dalam meramalkan penjualan dengan menggunakan data dari 45 toko
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retail. Hasil analisis menunjukkan bahwa XGBoost efektif dalam meramalkan penjualan dan dapat
memberikan kontribusi dalam pengambilan keputusan harga oleh manajer penjualan.

Model XGBoost telah terbukti mampu melakukan prediksi data regresi dan klasifikasi dengan baik
dan akurat. Namun, masih ada potensi untuk meningkatkan akurasi model tersebut dengan menggunakan
berbagai teknik tuning parameter. Model ini memiliki fleksibilitas yang luas dan dapat menyesuaikan diri
dengan beragam kondisi data, seperti yang terlihat dalam dataset retail. Oleh karena itu, penyetelan
parameter menjadi kunci untuk meningkatkan kinerjanya. Penelitian ini bertujuan untuk mengeksplorasi
dan mengoptimalkan model XGBoost dengan menggunakan teknik Random Search. Tujuannya adalah
untuk meningkatkan akurasi prediksi, yang dapat membawa dampak positif pada efisiensi rantai pasokan,
manajemen stok, dan perencanaan strategi penjualan di industri ritel, terutama bagi perusahaan Retail XYZ.
Diharapkan bahwa optimasi model XGBoost akan membantu perusahaan menghadapi ketidak pastian pasar
dengan lebih efektif.

2. Metode Penelitian
Berikut ini adalah diagram alir yang kami usulkan dalam penelitian ini :
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Gambar 1. Diagram Alir

Tahap pertama dalam penelitian ini adalah melakukan preprocessing (1) pada dataset. Hal ini
meliputi penanganan data yang hilang (1a), pengonversian data kategorikal (1b), serta eliminasi outlier
(1c). Setelahnya, model utama, yaitu XGBoost, akan dilatih (2) dengan menggunakan skema validasi 30-
70 (2a). Proses selanjutnya terdiri dari tuning model (3) menggunakan metode tuning, yaitu Random
Search(3a). Setelah tuning, model akan diuji / testing (4, 4a) dan hasilnya akan dievaluasi (5) dengan metrik
R"2, MAE (Mean Absolute Error), dan MSE (Mean Square Error) (5a) untuk mengukur performa dan
akurasi model prediksi penjualan. Tujuan evaluasi ini adalah untuk memverifikasi bahwa model XGBoost
telah dioptimalkan secara efisien dan mampu memberikan prediksi penjualan yang akurat. Dengan
menggunakan ketiga metode tersebut, penelitian ini tidak hanya membandingkan hasil dari ketiga metode
tuning, tetapi juga memastikan bahwa parameter terbaik dipilih untuk meningkatkan akurasi prediksi
penjualan dalam konteks industri ritel, terutama pada perusahaan retail XYZ.

Dalam pembahasan deskripsi data terkait dataset [17] penjualan ini merupakan public dataset dari
situs kaggle, akan dijelaskan karakteristik dasar dari data penjualan yang terkumpul.
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Tabel 1. Deskripsi Dataset

Features
Feature Name Description 'I[??;Z
1 Store Ir\élte;?presentasikan nomor atau identifikasi unik dari toko Integer
2 o ey ooy O™ g
Type Merupakan Type Store dengan nilai (A, B, C) String
Size Merupakan Size dari store Integer
3 Weekly Sales Merupakan total sales mingguan dari toko yang bersangkutan.  Float
T R e e A
5 Temperature Ir\e/zlte;iLljF'[):Esaert]) jtlhu rata-rata pada hari penjualan di lokasi toko Float
6 Fuel_Price Merupakan harga rata-rata bahan bakar pada hari penjualan Float
(Consumer Price Index): Merupakan indeks harga konsumen
7 CPI yang mengukur tingkat inflasi atau perubahan harga rata-rata ~ Float
barang dan jasa yang dikonsumsi oleh konsumen
8 Unemployment Merupakan tingkat pengangguran pada hari penjualan. Float
9 Year Merupakan tahun penjualan. Integer
10  Month Merupakan bulan penjualan. Integer
11 Week Merupakan minggu (ke) penjualan. Integer
12 Min Merupakan nilai minimum dari data penjualan mingguan. Float
13 Max Merupakan nilai maksimum dari data penjualan mingguan. Float
14 Mean Merupakan nilai rata-rata dari data penjualan mingguan. Float
15 STD Merupakan nilai standar deviasi dari data penjualan mingguan  Float
16 Total_MarkDown  Merupakan nilai diskon total dari data penjualan mingguan. Float

Fitur-fitur dalam dataset tersebut terdiri dari 16 jenis yang mencakup beragam data. Enam fitur
menggunakan tipe data integer, yang mencakup informasi penting seperti informasi toko, ukuran, apakah
hari tersebut merupakan hari libur atau tidak, serta informasi tentang tahun, bulan, dan minggu. Sedangkan,
dua fitur menggunakan tipe data string untuk merepresentasikan informasi tanggal dan tipe. Sementara itu,
delapan fitur lainnya menggunakan tipe data float dan termasuk parameter penting dalam analisis penjualan,
seperti penjualan mingguan, suhu, harga bahan bakar, indeks harga konsumen CPI (Consumer Price Index),
tingkat pengangguran, serta statistik mark down (minimum, maksimum, rata-rata, dan standar deviasi), dan
total mark down. Kualitas dataset ini membuatnya sangat relevan untuk prediksi penjualan, terutama
dengan adanya fitur yang merepresentasikan nilai minimum, maksimum, dan rata-rata penjualan mingguan.
Pentingnya fitur eksternal seperti CPI (Consumer Price Index), suhu, dan apakah hari tersebut merupakan
hari libur menjadi jelas, memungkinkan analisis terhadap faktor-faktor tersebut dalam memprediksi
perilaku penjualan. Sebagai contoh, fitur apakah hari tersebut merupakan hari libur memberikan wawasan
apakah penjualan memiliki kecenderungan naik atau turun selama periode libur, memberikan pemahaman
yang lebih mendalam tentang dinamika penjualan dalam konteks waktu.
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3. Hasil dan Pembahasan

Tabel 2. Hasil Pengujian Awal

Model R"2 MSE MAE
XGBoost 96.50 3786648.40 1153.51
XGBoost + Random Search 97.21 3019287.87 1025.57

Dalam konteks penelitian mengenai kinerja model prediksi penjualan, hasil penelitian menunjukkan
bahwa Model XGBoost yang telah melalui proses tunning / optimasi menggunakan teknik Random Search
mengalami peningkatan yang cukup signifikan dalam semua metrik evaluasi dibandingkan dengan versi
awalnya. Terutama, terjadi peningkatan yang mencolok dalam nilai R*2, dari 96,50% menjadi 97,21%, hal
ini menggambarkan kemampuan model yang telah dioptimalkan untuk memahami variasi data penjualan
dengan lebih baik.

Selain itu, penurunan yang signifikan dalam nilai MSE (Mean Square Error) dan MAE (Mean
Absolute Error) menandakan bahwa model yang telah dioptimalkan mampu menghasilkan prediksi yang
lebih akurat, dengan tingkat kesalahan yang lebih rendah dibandingkan dengan model dasar. Hasil ini
menggarisbawahi kesuksesan proses optimasi menggunakan teknik Random Search dalam meningkatkan
kemampuan prediktif model XGBoost, terutama dalam konteks memprediksi penjualan untuk perusahaan
ritel XYZ.

HRAN2

XGBoost - 96.5%
XGBoost + Random Search _ 97.21%

Gambar 2. Komparasi Grafik R"2

Dari grafik R"2 di atas, terlihat adanya kemajuan yang signifikan dalam evaluasi kinerja model
prediksi penjualan melalui serangkaian langkah optimasi. Awalnya, model XGBoost memiliki koefisien
determinasi (R"2) sebesar 96,50%, mencerminkan kemampuannya untuk menjelaskan variasi dalam data
penjualan. Setelah melakukan optimasi menggunakan teknik Random Search, terjadi peningkatan R"2
menjadi 97,21%, yang menggambarkan peningkatan akurasi model. Peningkatan ini mengkonfirmasi
bahwa langkah optimasi, memberikan kontribusi positif yang signifikan terhadap akurasi dan keandalan
model dalam melakukan prediksi penjualan.

4. Kesimpulan

Dalam konteks prediksi penjualan, model XGBoost yang telah dioptimasi menggunakan teknik
Random Search menunjukkan performa yang lebih baik dibandingkan dengan metode dasar. Secara garis
besar, temuan ini menegaskan pentingnya pengembangan lebih lanjut dalam berbagai aspek penelitian,
termasuk pemilihan model alternatif, pengembangan fitur, seleksi variabel, penggunaan teknik outlier, dan
variasi metode optimasi. Namun, hasil penelitian ini juga memiliki keterbatasan, terutama dalam hal
penggunaan model machine learning yang eksklusif, teknik optimasi yang hanya pada Random Search dan
dataset yang terbatas pada industri ritel. Oleh karena itu, penelitian selanjutnya harus melakukan eksplorasi
lebih lanjut untuk meningkatkan validitas dan generalisasi hasil penelitian.
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